
Segmentação de
incêndios florestais

Trabalho Final de Curso
Relatório Intercalar 1º Semestre

Francisco Alves, a22207107, Ciencia de Dados

Orientador: João Carvalho
Orientador: Houda Harkat

Departamento de Engenharia Informática e Sistemas de Informação
Universidade Lusófona, Centro Universitário de Lisboa

01/12/2024



Segmenta­«o de inc°ncios florestais

Direitos de cópia

Segmentação de incêndios florestais, Copyright de Francisco Perpétuo Alves,
Universidade Lusófona.
A Escola de Comunicação, Arquitectura, Artes e Tecnologias da Informação (ECATI) e a
Universidade Lusófona (UL) têm o direito, perpétuo e sem limites geográficos, de
arquivar e publicar esta dissertação através de exemplares impressos reproduzidos em
papel ou de forma digital, ou por qualquer outro meio conhecido ou que venha a ser
inventado, e de a divulgar através de repositórios científicos e de admitir a sua cópia e
distribuição com objectivos educacionais ou de investigação, não comerciais, desde que
seja dado crédito ao autor e editor.

1



Segmenta­«o de inc°ncios florestais

Resumo
Os incêndios florestais constituem um dos desastres naturais mais devastadores, cau-
sando impactos ambientais, sociais e económicos significativos. Estes eventos ameaçam
ecossistemas inteiros, comprometem a biodiversidade, colocam vidas humanas e ani-
mais em risco e contribuem para o agravamento das alterações climáticas devido à emis-
são de gases com efeito de estufa. Assim, a deteção precoce e eficiente de incêndios é
essencial para mitigar os seus danos e permitir intervenções rápidas e eficazes.

O desenvolvimento de incêndios florestais ocorre em duas fases principais: a emissão
de fumo, que é o primeiro indicador visível do início de uma combustão, e, posteriormente,
o aparecimento de chamas, que marcam um estado mais avançado e perigoso do fogo.
A deteção de fumo é particularmente desafiante devido à sua natureza translúcida e à
dispersão em condições ambientais adversas, como ventos ou luminosidade variável.
Por outro lado, o fogo é mais fácil de identificar, mas quando visível, normalmente já
representa uma situação crítica. Assim, um sistema de deteção eficaz deve ser capaz
de identificar tanto o fumo quanto o fogo para facilitar uma intervenção atempada.

Esta trabalho propõe o desenvolvimento de um sistema avançado baseado em deep
learning para a segmentação simultânea de fumo e fogo em imagens. Serão exploradas
duas arquiteturas reconhecidas pela sua eficiência em tarefas de segmentação, a U-
Net e a ResUNet-a, ambas capazes de realizar classificações pixel-a-pixel em cenários
complexos. Os modelos serão treinados e avaliados utilizando dois conjuntos de da-
dos públicos, Corsican e FLAME, que incluem imagens captadas por drones e sensores
térmicos.

O estudo também investigará a melhoria dessas arquiteturas por meio de modifi-
cações estruturais para aumentar a sua precisão e robustez, especialmente em condições
ambientais desafiadoras. A otimização das arquiteturas visa melhorar a deteção de
padrões complexos, como os contornos irregulares de fumo e fogo, e garantir uma maior
eficácia em diferentes cenários.

Espera-se que os resultados desta trabalho demonstrem a viabilidade e a eficácia
de sistemas baseados em deep learning para a deteção precoce de incêndios florestais.
Esta abordagem representa um avanço significativo ao combinar a identificação de fumo
e fogo numa única solução, com potencial para transformar as estratégias de monitoriza-
ção, resposta a emergências e preservação ambiental.

Palavras-chave:Incêndios florestais; Deep learning, Segmentação de imagens; U-Net,
resUNet-a, Visão computacional.

2



Segmenta­«o de inc°ncios florestais

Abstract
Wildfires are among the most devastating natural disasters, causing significant environ-
mental, social, and economic impacts. These events threaten entire ecosystems, compro-
mise biodiversity, put human and animal lives at risk, and contribute to worsening climate
change due to greenhouse gas emissions. Therefore, early and efficient detection of fires
is essential to mitigate their damage and enable quick and effective interventions.

Wildfires develop in two main phases: the emission of smoke, which is the first visible
indicator of the start of combustion, and then the appearance of flames, whichmark amore
advanced and dangerous stage of the fire. Smoke detection is particularly challenging
due to its translucent nature and dispersion in adverse environmental conditions, such as
winds or variable lighting. On the other hand, fire is easier to identify, but when it is visible,
it usually already represents a critical situation. Therefore, an effective detection system
must be able to locate both smoke and fire to facilitate timely intervention.

This work proposes the development of an advanced system based on deep learning
for the simultaneous segmentation of smoke and fire in images. Two architectures recog-
nized for their efficiency in segmentation tasks, U-Net and ResUNet-a, will be explored,
both capable of performing pixel-by-pixel classifications in complex scenarios. The mod-
els will be trained and evaluated using two public datasets, Corsican and FLAME, which
include images captured by drones and thermal sensors.

The study will also investigate improving these architectures through structural mod-
ifications to increase their accuracy and robustness, especially in challenging environ-
mental conditions. The optimization of the architectures aims to improve the detection of
complex patterns, such as the irregular contours of smoke and fire, and ensure greater
effectiveness in different scenarios.

The results of this work are expected to demonstrate the feasibility and effectiveness
of deep learning-based systems for the early detection of wildfires. This approach rep-
resents a significant advance by combining smoke and fire identification in a single solu-
tion, with the potential to transform monitoring, emergency response, and environmental
preservation strategies.

Keywords: Wildfires; Deep learning, Image segmentation; U-Net, ResUNet-a, Computer
vision.
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1- Introdução
1.1 Motivação
Os incêndios florestais representam uma ameaça crescente em várias partes do mundo,
afetando não só o meio ambiente, mas também a vida das pessoas e a economia das
regiões afetadas. Estes eventos devastadores têm sido amplificados pelas alterações
climáticas, resultando em incêndios mais frequentes e intensos. O impacto ambien-
tal é particularmente grave, com a destruição de vastas áreas de floresta, a perda de
biodiversidade e a contribuição significativa para as emissões de gases com efeito de
estufa, exacerbando o problema global das mudanças climáticas. Além disso, as co-
munidades afetadas por incêndios florestais enfrentam grandes desafios económicos e
sociais, desde a destruição de bens e infraestruturas até à perda de vidas humanas.

A deteção precoce de incêndios florestais é um dos fatores mais críticos para mini-
mizar estes danos. Identificar um foco de incêndio logo nas suas fases iniciais pode ser
determinante para um combate eficaz e para a proteção de vidas e bens. Tradicional-
mente, a deteção de incêndios tem sido realizada por meio de vigilância humana ou
sistemas baseados em sensores. No entanto, estes métodos apresentam limitações em
termos de cobertura e precisão, especialmente em áreas remotas ou de difícil acesso,
onde a intervenção rápida é crucial.

Com o avanço das tecnologias de monitorização por satélite, drones e sensores,
surgem novas oportunidades para melhorar a deteção de incêndios em tempo real. Uma
dessas abordagens emergentes é o uso de técnicas de visão computacional combinadas
com algoritmos de deep learning. Estes algoritmos, ao processarem grandes volumes
de dados provenientes de imagens aéreas, podem identificar padrões visuais complexos,
como o fumo e o fogo, de forma muito mais eficiente do que os métodos tradicionais. A
segmentação de imagens, por exemplo, permite a separação precisa de áreas de inter-
esse, como os focos de incêndio, facilitando a tomada de decisões rápidas e informadas.

A grande importância deste trabalho reside na exploração de soluções tecnológicas
que possam aumentar a eficácia dos sistemas de deteção de incêndios florestais, con-
tribuindo para a sua antecipação e combate. A utilização de imagens aéreas e algorit-
mos avançados oferece uma oportunidade única para superar as limitações dos métodos
tradicionais, proporcionando uma abordagem mais eficaz e rápida para detetar focos de
incêndio logo nas suas fases iniciais. A relevância deste trabalho é ainda maior con-
siderando que a deteção precoce é fundamental para uma resposta eficaz e para a min-
imização dos danos ambientais e sociais causados por esses eventos.

1.2 Objetivo
O objetivo deste estudo é desenvolver e avaliar um sistema baseado em deep learning
para a deteção de incêndios florestais em tempo real, com ênfase na redução do tempo
de resposta e na melhoria da eficácia das operações de combate. A proposta visa usar
modelos de aprendizagem profunda para identificar e localizar focos de fogo e fumo, in-
formação crucial para uma resposta precoce e eficiente. Através da utilização de técnicas
avançadas de segmentação de imagens, este trabalho procura aprimorar a capacidade
de distinguir entre áreas queimadas e áreas não afetadas, possibilitando uma análise
detalhada e precisa.

Com isso, espera-se não apenas otimizar os processos de monitorização em tempo
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real, mas também contribuir para a redução dos impactos ambientais, sociais e económi-
cos provocados pelos incêndios florestais. A aplicação de soluções tecnológicas inovado-
ras permitirá um maior grau de automação e assertividade nas decisões de gestão de
riscos, tornando o sistemamais eficaz naminimização dos danos causados por incêndios
em áreas florestais e nas comunidades circundantes.

1.3 Pergunta de pesquisa

É possível aumentar significativamente a precisão e a eficácia na deteção precoce de
incêndios florestais utilizando técnicas de deep learning aplicadas a imagens de incên-
dios?

1.4 Hipótese
A hipótese central deste estudo é que a aplicação de técnicas avançadas de deep learn-
ing, especificamente através de modelos de segmentação, pode melhorar substancial-
mente a deteção precoce e a precisão na identificação de incêndios florestais. A utiliza-
ção de redes neuronais profundas, quando aplicadas a imagens aéreas ou de satélite,
permite não só a segmentação eficaz dos focos de fogo, mas também a capacidade de
detetar o fumo de maneira antecipada, o que é crucial para uma resposta rápida.

Espera-se que, ao otimizar os modelos existentes e adaptá-los a diferentes conjuntos
de dados, seja possível alcançar uma solução robusta e precisa que identifique focos de
incêndio e fumo com uma taxa mínima de falsos positivos e falsos negativos. A ideia
é que, com a melhoria contínua das arquiteturas utilizadas, a deteção de incêndios se
torne mais eficaz, rápida e adaptável a diferentes cenários, reduzindo significativamente
o tempo de resposta e minimizando os danos causados pelos incêndios florestais.

Este estudo também investiga como a adaptação desses modelos pode levar a uma
maior eficiência na utilização de recursos em sistemas automáticos de monitorização,
além de contribuir para o desenvolvimento de tecnologias mais eficazes na mitigação dos
impactos ambientais e sociais dos incêndios. A hipótese é que, ao aplicar e refinar esses
modelos, será possível criar uma abordagem mais precisa e eficiente para a deteção e
monitorização em tempo real de incêndios florestais.

1.5 Etapas do relatório
O presente relatório está organizado em três capítulos principais, estruturados para ap-
resentar, de forma clara e sistemática, os objetivos, os fundamentos teóricos e a abor-
dagem prática adotada neste trabalho.

No Capítulo 1 - Introdução, são apresentados os aspetos motivadores deste estudo,
evidenciando a importância e a relevância do tema abordado. Este capítulo também es-
tabelece os objetivos gerais e específicos do trabalho, formula a pergunta de pesquisa e
apresenta a hipótese proposta. Esses elementos fundamentam o problema em questão,
oferecendo uma visão clara do propósito deste estudo e justificando sua realização no
contexto científico e prático.

O Capítulo 2 - Estado da Arte, oferece uma revisão teórica e prática sobre os princi-
pais tópicos relacionados à pesquisa. Inicialmente, são descritos os principais datasets
utilizados na área, com destaque para suas características, diversidade e representativi-
dade. Em seguida, são exploradas as técnicas de anotação, detalhando os processos
utilizados para criar um dataset de forma consistente e confiável. Posteriormente, são
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analisados os algoritmos existentes, discutindo suas características, abordagens e de-
sempenho. Por fim, é apresentada uma comparação entre os algoritmos, com base
em métricas de avaliação e aplicações específicas, identificando as limitações e oportu-
nidades para futuras melhorias.

O Capítulo 3 - Metodologia, descreve as abordagens utilizadas para implementar e
avaliar os modelos propostos. Em particular, são exploradas as arquiteturas U-Net e
ResUNet-a, com explicações detalhadas das arquiteturas e como aumentar a eficácia da
segmentação. São também discutidas técnicas para otimizar o treino dos modelos, como
ajustes de hiperparâmetros e funções de perda adequadas a problemas com classes
desequilibradas.

O Capítulo 4 - Calendário, detalha as etapas organizacionais do trabalho, com base
num cronograma estruturado que abrange desde a pesquisa científica até à redação
do relatório. Este capítulo expõe o planeamento das atividades e discute as estraté-
gias utilizadas para alcançar os objetivos de forma eficiente e no prazo estipulado. O
calendário apresentado encontra-se atualizado até à data deste relatório, refletindo as
etapas concluídas e os ajustes necessários para garantir a realização dos objetivos no
período estabelecido.

OCapítulo 5 - Conclusão, apresenta as reflexões finais sobre o trabalho desenvolvido,
destacando a relevância do tema e as contribuições do sistema proposto. Este capítulo
discute os principais passos realizados durante o projeto, bem como as potencialidades
da abordagem baseada em deep learning para a segmentação de fumo e fogo. Além
disso, são abordados os benefícios esperados desta solução para a área de monitor-
ização de incêndios florestais, concluindo com a importância do trabalho para avanços
científicos e aplicações práticas.
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2- Estado de arte
O impacto e desafios dos incêndios florestais
Os incêndios florestais são uma ameaça crítica para os ecossistemas naturais, causando
perdas significativas para a biodiversidade, degradação ambiental e impactando direta-
mente o bem-estar humano. As florestas, frequentemente chamadas de ”pulmões do
planeta”, desempenham um papel essencial na filtragem do ar, absorvendo dióxido de
carbono (CO2) e libertando oxigénio (O2), além de abrigar uma ampla diversidade de vida
selvagem e proteger as culturas agrícolas contra eventos climáticos extremos (Zanchi et
al., 2021 [1]; San-Miguel-Ayanz et al., 2013 [2]). A gravidade desses impactos pode ser
observada na perda global de cobertura arbórea entre os anos de 2001 e 2022, apre-
sentada na Figura 1. Os pontos vermelhos destacam as áreas afetadas por incêndios
florestais, algumas das quais estão sob esforços de restauração significativos.

Figure 1: Perda de cobertura global de árvores devido a incêndios, 2001-2022

2.1 Datasets
O presente trabalho recorre a dois conjuntos de dados públicos utilizados na área de
deteção de incêndios florestais: o Corsican[3] Dataset e o FLAME[4] Dataset. Estes
datasets fornecem imagens de incêndios capturadas emdiferentes condições, contribuindo
significativamente para o treino e validação dos modelos de segmentação e deteção.
Além disso, foi criado um dataset personalizado com imagens provenientes desses dois
conjuntos públicos, mas com a adição manual de máscaras de anotação detalhadas, que
incluem a segmentação de áreas de fogo, fumo e fundo (ground truths). Estás máscaras
serão feitas manualmente, assegurando um elevado nível de precisão, o que permitirá
ao modelo aprender de forma mais eficaz e com maior adaptação às características es-
pecíficas do cenário em análise.

2.1.1 Datasets Description
Corsican Dataset
O Corsican Dataset[3] contém aproximadamente 2000 imagens de incêndios florestais
capturadas sob diferentes configurações de câmaras, utilizando espectros visíveis e in-
fravermelhos próximos. As imagens apresentam resolução de 1024 × 768 pixels e estão
no formato PNG. Este conjunto de dados inclui imagens multimodais obtidas por câmaras
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como a ”JAI AD-080GE”, capazes de captar simultaneamente espectros visíveis e in-
fravermelhos através de óticas alinhadas. Cada imagem do dataset é acompanhada por
uma máscara de segmentação correspondente, criada utilizando técnicas de homografia
para registo preciso das imagens.

FLAME Dataset
O FLAMEDataset[4] consiste principalmente em vídeos capturados por drones utilizando
câmaras como a Zenmuse X4S e Phantom 3, com uma resolução de 640 × 512 pixels
e taxa de 30 quadros por segundo. Para fins de segmentação, frames foram extraídos
dos vídeos e já incluem máscaras anotadas correspondentes, tornando o dataset ade-
quado para experimentação em tarefas de deteção de incêndios. Este conjunto de dados
fornece 2003 imagens anotadas, com variabilidade em condições de captura, como difer-
entes níveis de iluminação e presença de fumo.

2.1.2 Datasets annotation technique
As máscaras de anotação, essenciais para o treino supervisionado dos modelos, foram
criadas manualmente utilizando a ferramenta MATLAB ImageLabeler [5]. O processo de
anotação envolveu a classificação de cada pixel das imagens como fogo, fumo ou fundo.
A Figura 2 apresenta uma imagem do dataset de incêndios florestais, e a Figura 3 mostra
a sua máscara feita manualmente.

Figure 2: Exemplo de uma imagem do dataset

Figure 3: Máscara criada manualmente para a imagem do dataset

2.2 Algoritmos Existentes
A deteção de incêndios florestais utilizando imagens aéreas tem sido amplamente estu-
dada com diferentes abordagens de algoritmos. Cada um desses algoritmos apresenta
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vantagens e desvantagens dependendo do tipo de imagem utilizada, das condições am-
bientais e dos objetivos do estudo. A seguir, apresentamos uma análise comparativa de
alguns estudos recentes que utilizam diferentes métodos para detetar incêndios florestais
em imagens, com foco nas metodologias, resultados e limitações de cada um.

MaskSU R-CNN
O artigo ”Forest Fire Segmentation from Aerial Imagery Data Using an Improved Instance
Segmentation Model”[6] apresenta o modelo MaskSU R-CNN, ilustrado na Figura 4, uma
evolução do Mask R-CNN, desenvolvida especificamente para melhorar a segmentação
de áreas de fogo em cenários florestais. A deteção e segmentação de regiões de fogo
em imagens são tarefas cruciais para a prevenção e controlo de incêndios, mas en-
frentam desafios significativos devido ao baixo contraste entre o fogo e o fundo, à na-
tureza dinâmica das chamas e às condições ambientais adversas. O MaskSU R-CNN
propõe uma solução que aborda estas limitações, integrando melhorias ao Mask R-CNN
para alcançar uma segmentação mais precisa e eficiente.

Inspirado pela arquitetura U-Net [7], o MaskSU R-CNN incorpora uma ramificação
MaskIoU em formato de ”U”, o que otimiza a segmentação de incêndios florestais ao
preservar características importantes durante o processamento. O modelo beneficia de
aprendizagem por transferência, utilizando pesos pré-treinados no dataset COCO. Este
método acelera o processo de treino, aproveitando as características extraídas de um
grande conjunto de dados diversificado para melhorar o desempenho do modelo em
bases de dados específicas e menores, como as usadas na deteção de fogo. Durante o
treino, pixeis da imagem são selecionadas e classificadas como positivas ou negativas
com base no limite de IoU (Intersection over Union), o que impacta diretamente a função
de perda e direciona o modelo para uma segmentação mais robusta.

O treino do MaskSU R-CNN 4 é orientado por uma função de perda multibranch,
composta por múltiplos componentes: perda RPN (Region Proposal Network), perda de
classificação, perda de regressão de caixas delimitadoras, perda de máscara e perda de
MaskIoU. Estes componentes trabalham de forma integrada para detetar e segmentar
áreas de fogo com alta precisão. A perda RPN é responsável pela geração de propostas
de regiões relevantes, enquanto a regressão de MaskIoU mede a qualidade da segmen-
tação ao comparar as máscaras previstas com as máscaras de referência (ground truth).
Estemecanismo é fundamental para otimizar a sobreposição entre asmáscaras previstas
e as reais, contribuindo para a melhoria contínua do modelo durante o treino.

12




	Resumo
	Abstract
	Índice
	Lista de Figuras
	Lista de Tabelas
	1- Introdução
	2- Estado de arte
	3 - Metodologias
	4 - Calendário
	5 - Conclusão
	Bibliografia

